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			en el Módulo de Condiciones Socioeconómicas 2015 mediante imputaciones múltiples
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			Delfino Vargas Chanes* y Servando Valdés Cruz**

			El presente artículo se relaciona con el tema del ajuste estadístico al ingreso capturado en el Módulo de Condiciones Socioeconómicas (MCS) 2015 con fines de comparabilidad con la serie histórica del ingreso. Esta aproximación parte del supuesto de que la distribución del ingreso para el MCS 2015 está sobreestimada para los deciles I a VI y que los superiores no tienen ese problema; también, se supone que las carencias sociales están bien capturadas. La propuesta consiste en utilizar el método de imputaciones múltiples bajo el supuesto Missing at Random (MAR) eliminando los deciles I a VI de la distribución del ingreso de los hogares del 2015. Las bases de datos MCS 2014 y 2015 se unen de forma vertical, con 35 covariables homologadas relacionadas con los ingresos bajos. Primero, se evalúa el modelo de imputación a través de un modelo logístico para validar el supuesto MAR. El segundo paso consiste en realizar imputaciones múltiples para el ingreso faltante y se simulan 10 bases de datos usando técnicas de Monte Carlo que completan el ingreso omitido (los deciles I a VI solo para el 2015) creando 10 versiones completas de datos. El tercer paso consiste en estimar 10 modelos de regresión que se resumen en uno solo (al final del proceso) que incluyen las 35 variables relacionadas con pobreza como predictores del modelo de imputación. Al final, con este modelo se imputan las observaciones faltantes de la cola inferior del ingreso para el 2015. A partir de la base de datos imputada se aplica la metodología del CONEVAL para estimar la pobreza. Los resultados indican que la pobreza a nivel nacional es de 42.4%, que representan a 51.4 millones de personas, una pobreza extrema de 8.4% en 10.2 millones de personas y un coeficiente de Gini de 0.492. 
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			This article addresses the adjustment of income distribution captured by the Module of Social Conditions of 2015 (MCS 2015) for the purpose of comparability with the historical series of income. This approach is based on the assumption that the income distribution for MCS 2015 is over estimated for deciles I to VI and that the upper deciles do not have that problem. It is also assumed that social lag variables are well captured. The purpose of this article consists of using Multiple Imputations method under MAR (Missing at Random) assumption, eliminating the deciles I to VI of the household income distribution of 2015. The MCS 2014 and 2015 databases are vertically merged, with 35 covariables related to low income. First, the imputation model is evaluated through a logistic model to validate the MAR assumption. The second step is to perform multiple imputations for the missing income and simulate 10 databases using Monte Carlo techniques that complete omitted income (deciles I to VI only for 2015) by creating 10 complete versions of data. The third step consists of estimating 10 regression models that are summarized in a single model (at the end of the process) that includes the variables related to poverty, as predictors of the imputation model. Finally, with this model, the missing observations of the lower income distribution tail for the year 2015 are imputed. From the imputed database, the CONEVAL methodology is applied to estimate poverty. The results indicate that poverty at the national level is 42.4%, representing 51.4 million people, extreme poverty of 8.4% representing 10.2 million people and a Gini coefficient of 0.492.
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			Introducción 

			La estimación de la pobreza y la desigualdad han sido un tema de interés nacional por sus implicaciones en la política pública, ya que son elementos sustanciales para la asignación de presupuesto a los programas y acciones federales de desarrollo social. El uso de las encuestas que miden el gasto y el ingreso de los hogares hace posible, para otras instituciones, focalizar los programas sociales para incrementar la eficiencia de las acciones gubernamentales dirigidas a combatir la pobreza y el desarrollo social.

			El Instituto Nacional de Estadística y Geografía (INEGI) es el encargado de realizar los operativos tanto del Módulo de Condiciones Socio-económicas (MCS) y de la Encuesta Nacional de Ingresos y Gastos de los Hogares (ENIGH), mientras que el Consejo Nacional de Evaluación de la Política de Desarrollo Social (CONEVAL) tiene como una de sus tareas procesar los resultados de esos operativos para medir la pobreza multidimensional. 

			El enfoque que se propone en el presente artículo utiliza un método estadístico llamado imputaciones múltiples, que permite la comparabilidad del ingreso del 2015 con años anteriores (2010 al 2014);1 sin embargo, parte de supuestos (como todo modelo estadístico). El primero es que la tendencia general de las carencias sociales mantiene su comportamiento tendencial, es decir, que las carencias sociales observadas en el 2010, 2012, 2014 y 2015 han sido medidas de forma correcta y constituyen uno de los soportes fundamentales para estimar el ingreso del 2015. El segundo es que no todos los deciles de ingreso tienen que ser estimados, ya que los cambios observados en el MCS 2015 solo afectaron en los deciles inferiores de ingreso y, en menor medida, a los ingresos de los deciles superiores. De esta manera, el ingreso imputado para el MCS 2015 permite la comparabilidad del ingreso con la serie histórica del 2010 al 2015 y, en consecuencia, con la pobreza multidimensional.

			El artículo incluye seis secciones. En la primera se muestra la tendencia general de la pobreza y justifica de alguna manera la necesidad de hacer comparables los resultados sobre el tema con las encuestas anteriores. En la segunda se justifican parte de los supuestos de la imputación al llamar la atención sobre la serie histórica de las carencias y su relación con la pobreza. En la tercera se explica el procedimiento de imputación múltiple. En la cuarta se presentan otros enfoques usados para calibrar el modelo. La quinta se dedica a presentar los resultados de la imputación múltiple. En la última se dan las conclusiones. 

			Tendencia de la pobreza multidimensional y las carencias sociales 

			El CONEVAL utiliza el soporte normativo que le da la Ley General de Desarrollo Social (LGDS), la cual utiliza dos enfoques: el de bienestar —que incluye los ingresos— y el de los derechos humanos —que incorpora las carencias sociales— (CONEVAL, 2011). La figura 1 muestra la evolución de la pobreza en las mediciones bianuales de pobreza multidimensional del 2010 al 2015. En esta figura, los datos del 2015 no fueron calibrados y rompen la serie histórica que no permiten la comparabilidad con años anteriores. 

			Por otro lado, la figura 2 muestra las seis carencias sociales del 2010 al 2015 (e. g., rezago educativo; acceso a servicios de salud, a los servicios básicos de la vivienda y a la alimentación; seguridad social; así como calidad y espacios en la vivienda). En general, se observa en esta figura una reducción de éstas, con excepción de las que se refieren a la alimentación y a los servicios básicos de la vivienda. Observamos consistencia en la medición de ellas, que dan muestra de una medición consistente en el tiempo observado y constituye uno de los supuestos del modelo de imputación. 
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			Deciles de ingreso 

			Otro de los supuestos usados para el presente ejercicio es que los deciles inferiores se vieron más afectados que los superiores. El cuadro 1 muestra la variación porcentual del ingreso promedio de los deciles de hogares. Por ejemplo, la tasa anual del 2010-2012 es -0.1%, muy similar a la del 2012-2014 que es de -0.9%; sin embargo, la tasa anual del 2014-2015 muestra un incremento de 14.8%; cuando se imputan los datos, la tasa anual es de 9.6 por ciento. Un razonamiento similar se puede hacer para cada decil, de manera que los deciles más afectados son del I al VI, donde se observan los mayores incrementos.
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			Procedimiento de imputación 

			Para reconstruir la comparabilidad de la serie histórica del ingreso, los datos se organizan de manera transversal usando los MCS 2014 y 2015; la base de datos (BD) contiene las variables x1 a x352 usadas para el modelo de imputación (ver el Anexo 1). La variable de interés para realizar las correcciones es el ingreso del hogar deflactado al 2015.3 Las BD se codifican de manera homogénea para que las variables tengan el mismo sentido en los dos años; también, algunas de éstas contienen datos faltantes, pero el énfasis es imputar el ingreso de los hogares del 2015.

			La habilidad para imputar datos faltantes depende del conocimiento que se tenga acerca del mecanismo que los produce. En la literatura se reconocen tres mecanismos: completamente al azar (MCAR, por sus siglas en inglés), al azar (MAR, por sus siglas en inglés) y no ignorable (NI); para más información, ver Rubin (1987). El primero supone que éstos no se relacionan con ninguna covariable que explique la razón de su ausencia; es muy raro en la práctica y se puede inducir cuando el investigador asigna al azar los ítems faltantes; la  imputación de datos bajo este esquema es muy sencilla. El segundo implica que existen covariables identificadas que explican la ausencia de los datos en la muestra; para ello, se requiere identificar un modelo de imputación que contiene variables que explican este mecanismo (Schafer y Olsen, 1998). El tercero supone que los datos faltantes se explican por un mecanismo endógeno, es decir, no hay covariables que expliquen la ausencia, que el incremento/decremento de la variable de interés incrementa/decrementa la probabilidad de estar ausente de la base de datos; este mecanismo es el más difícil de tratar de forma estadística. Por fortuna, los mecanismos MCAR y NI ocurren con menor frecuencia y el MAR, aparece en 90% de los casos (Enders, 2010). 

			Formalmente hablando, supongamos que una matriz de datos incluye los valores observados y los faltantes, y se denota por [image: ], donde [image: ] se refiere a los observados y [image: ] es la matriz de los faltantes. La función de densidad de probabilidad se denota por: 

			           [image: ]               (1)

			donde [image: ] indica los parámetros que determinan la distribución de Y. Para entender mejor los mecanismos de datos faltantes, suponga que R es una matriz de indicadores con las mismas dimensiones de la matriz de datos original, donde cada elemento de R contiene 0 si el elemento es faltante y 1 si está presente. La función de densidad condicional se denota por: 

			          [image: ]            (2)

			donde [image: ] es la distribución condicional de R dado el conjunto de datos completos Y. En esta expresión, los datos completos observados se reemplazan e integran sobre la porción faltante y se expresan de la siguiente manera:
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			El mecanismo MCAR no depende de los valores observados ni de los faltantes, entonces se define como:

			[image: ] (4)

			Este mecanismo es equivalente a borrar al azar un conjunto de datos a partir de una matriz Y completa, donde cada observación tiene igual probabilidad de ser borrada. 

			El segundo mecanismo, el MAR, formalmente quiere decir que la distribución de los valores faltantes depende solo de los valores observados. Entonces:

			 [image: ]        (5)

			En otras palabras, el mecanismo de los valores faltantes se puede encontrar en los valores observados. 

			Por último, el mecanismo NI se puede encontrar en los valores faltantes y no en los observados, por lo tanto: 

			   [image: ]         (6)

			Los modelos de imputación y el analítico

			Cuando se realizan imputaciones es importante distinguir entre ambos modelos. El de imputación es el que tiene covariables que explican la probabilidad de que un dato sea faltante; de esta manera, resulta muy útil conocer todas las covariables que explican el proceso de imputación. En tanto, el modelo analítico es el que consiste en analizar los valores imputados. De manera típica, bajo el modelo MCAR, los de imputación y el analítico son los mismos o casi iguales. Bajo el supuesto MAR, la calidad de la imputación está asociada con selección de las variables del modelo de imputación (Graham y Schafer, 1999; Russell, Stern y Sinharay, 2000); por ejemplo, Graham y Schafer muestran que los estimadores de los parámetros tienen menor sesgo en relación con los parámetros poblacionales cuando se incrementa el número de covariables en el modelo de imputación. Por lo tanto, la estrategia que usamos en el documento consiste en incorporar un número considerable de covariables para mejorar la calidad de las imputaciones que estén relacionadas con el ingreso. En nuestro caso, utilizamos de preferencia covariables relacionadas con la población con ingresos bajos, pues partimos del supuesto de que los valores faltantes son los de la cola inferior del ingreso. El modelo de imputación es logístico, donde el valor de 1 se asigna para los valores faltantes y 0 cuando son observados (ver el Anexo 1, donde se muestran las covariables). 

			Imputación múltiple (IM)

			Incorpora un proceso de simulación para completar los valores faltantes dado que un solo valor no refleja la variabilidad, la cual es el resultado del proceso de simulación de datos que resultan de un proceso de Monte Carlo; de esta manera, se obtienen varias versiones completas de datos y, después, se ajusta un modelo analítico para cada conjunto. El modelo analítico es el resumen de todos los modelos ajustados en uno solo, para el cual se aplican las reglas de Rubin (1987:76-77). 

			Uno de los métodos de Monte Carlo usado en IM consiste en aumentar los datos faltantes, que contiene el paso-I y el –P.  El -I obtiene una muestra aleatoria de las observaciones a partir de la distribución marginal en la primera iteración: 
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			El paso–P obtiene una muestra aleatoria de parámetros de la distribución marginal que incorpora los valores observados e iniciales de los valores faltantes del -I en la primera iteración: 
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			El paso-I y el –P de la primera iteración proporcionan los valores iniciales [image: ], así como las iteraciones posteriores para crear una Cadena de Markov con valores [image: ] que convergen en distribución a [image: ], con la finalidad de crear una cadena de observaciones completa [image: ], lo cual es equivalente a correr m cadenas independientes o iteraciones de calentamiento, de tamaño t.

			Un aspecto importante a considerar es probar la convergencia del proceso de cadenas múltiples de Monte Carlo (MCMC), así como el número de iteraciones que se requieren para que el proceso converja; estos aspectos dependen de la cantidad de datos faltantes. Sin embargo, el algoritmo requiere de un mínimo de iteraciones de calentamiento m para garantizar que una cadena [image: ] sea independiente de [image: ]. Una vez que se cumpla esta condición, cada valor del parámetro estimado [image: ] puede tomarse como una extracción independiente de [image: ] y, en consecuencia, [image: ] se puede usar como valor imputado. 

			Se han propuesto varios métodos para investigar la convergencia de la distribución conjunta para un valor específico de m (Ritter y Tanner, 1992; Roberts, 1992). Desde un punto de vista práctico, la función de autocorrelación (ACF) se puede usar para determinar la convergencia del algoritmo para cada rezago-p de la serie estacional [image: ]; la ACF se define como: 

			[image: ].

			La gráfica de ACF vs. p para un valor p finito muestra un correlograma que ayuda a identificar la dependencia lineal potencial de las iteraciones. Si muestra un decaimiento súbito para los valores de p = 2 a 4, sugieren una independencia serial, lo cual quiere decir que el algoritmo converge a una solución satisfactoria (Box y Jenkins, 1976). Existen otros métodos para asegurar la convergencia que usan un enfoque Bayesiano que también se pueden considerar como criterios de convergencia, que no se usan en el presente trabajo (Casella y Berger, 2001; Gilks, Richardson y Spiegelhalter, 1996).

			Otros métodos de imputación 

			Con la finalidad de calibrar el modelo de regresión obtenido a partir de la imputación múltiple se probaron dos enfoques más. El primero fue el de la imputación vía regresión, el cual completa los datos faltantes usando un enfoque Gaussiano (Gelman, Carlin, Stern y Rubin, 2004; Rubin, 1987; Shenker y Taylor, 1996). Este método parte de la idea de que los datos están completos en las covariables4 excepto en la variable de respuesta, que en nuestro caso es el ingreso. Para este ejercicio, también se omitieron los ingresos de los deciles I a VI del MCS 2015 del ingreso que se busca imputar.

			La figura 3 muestra la distribución de valores observados y se encuentra en la parte H y los valores faltantes, en la L. El modelo de regresión estimado contiene las 35 variables previamente definidas (ver variables en el Anexo 1). El modelo estimado resulta ser muy similar (con diferencias en las milésimas) al ajustado vía regresión por imputación múltiple. Al estimar la incidencia de la pobreza usando la metodología del CONEVAL se obtienen prácticamente los mismos resultados. 
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			El segundo enfoque fue el de imputación vía máxima verosimilitud con información completa (FIML, por sus siglas en inglés). Se probó ajustar otro método de estimación del modelo de regresión, bajo el supuesto MAR, usando el método de FIML (Arbuckle, 1996; Muthén, Kaplan y Hollis, 1987), el cual se basa en el trabajo de Little & Rubin (1987) y utiliza el supuesto de que el mecanismo de ignorabilidad es MAR; es decir, que los valores faltantes se pueden recuperar a partir de los datos observables. En realidad, el método FIML no produce imputaciones, sino que utiliza la información disponible para obtener estimaciones de máxima verosimilitud para el modelo de regresión propuesto. Este enfoque genera una función de máxima verosimilitud basada en una matriz de covarianzas de todos los posibles subconjuntos de variables donde la información es completa. Mediante FIML se pueden usar diferentes patrones de datos incompletos. La BD es la misma que en los otros métodos (ver figura 4), donde igualmente se elimina el logaritmo del ingreso de los deciles I a VI. Se ajusta el modelo [image: ], donde [image: ] es el valor estimado y [image: ] es el vector de parámetros estimados, y se procede a estimar los valores faltantes de los deciles I a VI. Como último paso, se calcula la pobreza usando la metodología del CONEVAL. Los resultados son los mismos que con los otros métodos, por lo tanto, enseguida se reportan los resultados obtenidos vía imputaciones múltiples.

			Resultados 

			El procedimiento 

			La base de datos que usaremos es de los MCS 2015 y 2014, como lo hemos establecido en párrafos anteriores; el modelo de imputación utiliza las variables que se indican en el Anexo 1, las cuales se relacionan con la pobreza, ya que el modelo busca predecir el ingreso de los deciles con menores ingresos. 

			El primer paso consiste en ajustar un modelo de imputación para justificar el supuesto de MAR (Rubin, 1987; Schafer, 1997); para ello, se ajusta un modelo logístico.5 La variable de respuesta es [image: ] si el valor es faltante y [image: ] si está presente; se usaron las 35 covariables presentes en la BD, donde Y * es el logit:

			[image: ]

			El modelo de imputación muestra un buen ajuste, ya que tiene 87.3% de casos correctamente clasificados con una sensibilidad de 81% y especificidad de 90.9 por ciento. Los coeficientes de las covariables fueron todos significativos, con excepción de cinco (ver el Anexo 2). 

			El modelo analítico es un modelo de regresión y tiene la siguiente forma:

			[image: ]

			donde [image: ] es el logaritmo del ingreso corriente total mensual del hogar. Las variables predictoras se muestran en el Anexo 1. Se busca la mejor transformación del ingreso mediante el [image: ] y encontramos que el valor de la constante que minimiza el sesgo y corrige la curtosis es k = 503.57. Con dicha transformación se disminuye la asimetría y la curtosis, aun cuando el estadístico D de Lilliefors rechaza la normalidad [image: ]; no obstante, la asimetría y la curtosis son casi nulas (ver cuadro 2). 
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			La base de datos cuenta con 35 variables homologadas para el 2014 y 2015; usando el ingreso por hogar se ajustan tres escenarios: en el primero se eliminan los ingresos de los deciles I al IV; en el segundo, los del I al V; y el tercero, los del I al VI para el MCS 2015. Ya que suponemos que el ingreso del hogar está sobreestimado en estos deciles, al ajustarlos nos permitirá que la serie sea comparable con las BD anteriores (ver figura 4). 
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			En segundo lugar se aplica el método de imputaciones múltiples (Rubin, 1987; Schafer y Graham, 2002; Vargas Chanes y Lorenz, 2015) que usa métodos de Monte Carlo, donde se simulan 10 conjuntos completos que contienen los datos imputados.6 La garantía de que hay convergencia en las simulaciones y en la parte de imputación de los datos se juzga a partir de la peor función lineal (WLF, por sus siglas en inglés) y de la función de autocorrelación (ACF) de la WLF; por ejemplo, si la WLF (figura 5a) muestra ruido blanco y la ACF (figura 5b) presenta una caída de las autocorrelaciones para p > 4, entonces hay cierta garantía de que el proceso converge de manera satisfactoria.7 
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			El siguiente paso consiste en ajustar un modelo de regresión para los 10 conjuntos de datos completos y se consolida en un modelo final usando las reglas de Rubin (1987:76-77). Este modelo usa las 35 variables previamente mencionadas (ver Anexo 38) y permite estimar los valores del ingreso faltante para los tres escenarios plantados (e. g, omitiendo los deciles I-IV, I-V y I-VI del MCS 2015). 

			En suma, el ingreso se estima a través del modelo ajustado vía imputaciones múltiples, [image: ], donde [image: ] es el valor estimado y [image: ] el vector de parámetros resumidos mediante las reglas de Rubin para los tres escenarios al imputar los deciles I-IV, I-V y I-VI. Se obtiene el anti-log de los ingresos estimados y se procede a calcular la pobreza empleando la metodología del CONEVAL; los ingresos mensuales de los hogares se calculan per cápita, con lo que se tienen los resultados que a continuación se muestran en el siguiente subapartado de esta sección. La figura 6 presenta la función de distribución acumulada (FDA) del ingreso mensual por hogar para el MCS 2015 en sus dos versiones, la FDA sin corregir en línea continua y los deciles I al VI imputados en línea punteada.  
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			Ingreso corriente y pobreza multidimensional

			Los ingresos medios por deciles para los años 2010 al 2015 (originales e imputados) a precios constantes del 2015 se muestran en el cuadro 3. Se observa que en la última columna de ingresos medios totales por hogar (imputados para el 2015, deciles I-VI) tienen un incremento de 9.6% en relación con el 2014 y el primer decil tiene 32.9% de incremento en el ingreso. Los deciles II al IV muestran pérdidas de ingreso de 4 a 10%; el resto de los deciles superiores presentan incrementos en el ingreso de 8 a 18 por ciento. 
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			Los resultados de la pobreza multidimensional del 2010 al 2015 se muestran en el cuadro 4; se presentan dos versiones del MCS 2015: la reportada por el INEGI en su primera versión y la corregida por el método de imputación múltiple usando tres escenarios (deciles I-IV, I-V y I-VI), los cuales dan muestra del grado de sensibilidad de los deciles imputados. Mientras más deciles se incorporen al modelo de imputación, la pobreza se incrementa, de 40.2% para el escenario I-IV hasta 42.4% para el del I-VI. También, la desigualdad se incrementa de 0.478 para el escenario I-IV hasta 0.492 para el del I-VI. Nos preguntamos, ¿cuál de los tres escenarios presenta una mejor corrección? La respuesta está en el supuesto del número de deciles a imputar. Hemos informado en el cuadro 1 que los deciles a corregir posiblemente son del I al VI, ya que en ellos se encuentran trabajadores de bajos ingresos, como: grupos étnicos, jornaleros o amas de casa, y de cierta forma constituyen un supuesto muy importante para elegir este escenario.

			Los resultados para el escenario I-VI indican que la pobreza a nivel nacional es de 42.4% (51.4 millones de personas), una pobreza extrema de 8.4% (10.2 millones de personas) y un coeficiente de Gini de 0.492 (ver cuadro 4). Si tomamos este último escenario, los resultados son mixtos porque, por un lado, la pobreza se reduce (comparada con la incidencia del 2010 al 2014) pero, por el otro, la pobreza absoluta se mantiene como en el 2014. Por otra parte, el coeficiente de Gini se mantiene a la alza en este periodo, lo cual es un indicador de la inequidad en la distribución del ingreso. 
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			Conclusiones 

			Existe un reto en la captación del ingreso por medio de encuestas; con frecuencia, éste se subestima o no se incluyen personas con ingresos altos. Hay varias formas de enfrentar este problema: los métodos de imputación pueden ser una vía útil para corregir esta dificultad y han sido extensamente utilizados. El presente artículo muestra una posible opción para hacer comparable la serie histórica del ingreso del 2010 al 2014 usando técnicas de imputación múltiple.

			Todo modelo parte de supuestos y tendrá mejor desempeño si éstos se cumplen. Para realizar el presente ejercicio parte del supuesto de que el ingreso se vio afectado en los deciles inferiores de la distribución y, por lo tanto, un modelo que incorpore variables relacionadas con los estratos inferiores del ingreso podrá tener mejor capacidad para corregir este problema. Llamamos a este modelo de pobreza, ya que se especializa en medir con mayor precisión a la población con ingresos bajos y, en consecuencia, también se supone que los ingresos de los deciles superiores no fueron muy afectados. Quizá los ingresos altos tengan otro problema, que es el truncamiento, pero este caso está fuera de los objetivos del presente ejercicio. 

			Se estiman tres modelos de regresión (no se muestran) a través de los métodos de imputaciones múltiples, imputación vía regresión multivariada y FIML; los tres generan los mismos parámetros puntuales del modelo de regresión. Se selecciona el modelo de imputación múltiple y se generan tres escenarios: en el primero se eliminan los ingresos de los deciles I al IV; el segundo, los del I al V; y el tercero, los del I al VI para el MCS 2015.

			De ellos, el tercero explica que los deciles I al VI muestran mayor distorsión en la captura del ingreso y, por lo tanto, se pueden corregir mediante imputaciones múltiples. Los resultados indican que la pobreza a nivel nacional es de 42.4%, que representa 51.4 millones de personas, una pobreza extrema de 8.4%, es decir, 10.2 millones de personas, y un coeficiente de Gini de 0.492. 
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			Anexo 1

			Variables del modelo 

			El siguiente cuadro contiene las variables independientes que constituyen los modelos de imputación y de regresión:

			[image: ]

			Anexo 2
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			Anexo 3
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			Notas

			

			
				
					1	Consideramos pertinente usar el ingreso de los hogares y no el ingreso per cápita al suponer que el primero es el que se vio más inflado durante el levantamiento del MCS 2015 para los deciles inferiores. Todos los ingresos en este ejercicio se deflactaron al 2015.

				

				
					2	Las covariables incluyen aspectos sociodemográficos (sexo, edad, ocupación, escolaridad, jubilado), así como variables relacionadas con la pobreza (e. g., habla lengua indígena, carencia, rezagos sociales varios, tamaño del hogar, perceptores en el hogar, ocupados en el hogar, remesas, recibe ayuda de programas sociales). 

				

				
					3	La deflactación se hizo utilizando el índice nacional de precios al consumidor (INPC) de agosto de cada año; esta forma es la usada por el CONEVAL, que es congruente con lo propuesto en la metodología de medición multidimensional de la pobreza. 

				

				
					4	La base de datos con las covariables completas se tomaron del modelo de imputaciones múltiples, omitiendo los deciles I a VI del logaritmo del ingreso. 

				

				
					5	El valor 1 se asigna a los valores faltantes, que son el ingreso del hogar de los deciles I a VI y 0 si está presente; se usan 35 covariables que explican los valores faltantes (eliminados) en los deciles inferiores de la distribución del ingreso de hogares. El ajuste del modelo es satisfactorio y el supuesto de MAR se satisface.

				

				
					6	Se han elegido [image: ] imputaciones que garantizan una eficiencia relativa de 97 por ciento. La eficiencia relativa se calcula con la fórmula [image: ], donde [image: ] y [image: ]; es decir, se tiene 30% de información del ingreso faltante de los deciles I al VI al unir las dos bases de datos del 2014 y 2015. 

				

				
					7	El número de iteraciones de calentamiento (burn in iterations) se fija en mil para este ejercicio. 

				

				
					8	En este anexo se muestra el modelo ajustado para el escenario que omite los deciles I al VI.
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Figura 2

Evolucion de la poblacion con carencias en México, 2010-2015
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Fuente: elaboracin propia con datos del CONEVAL.
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Cuadro 3
Ingreso promedio corriente total por deciles, Estados Unidos Mexicanos, 2010-2015°

'C’:-:”f::';";'; 13 13008 12983 14909 14527 14340 14225
| 1512 1541 1686 2041 2408 2294 2040
i 3336 3368 3484 492 3385 3240 3171
i 479 4830 4868 6023 4645 4466 4378
v 6246 6340 6254 7648 6305 6085 5074
v 7856 792 788 9444 9444 8233 8093
Vi 9753 9952 9671 11600 11600 115% 10912
vil 122 12385 12031 14292 14292 14292 14291

vil 15856 15883 15506 1797 17971 17971 17971
X 21984 21659 21229 2107 2107 24107 2107
X 47553 47069 4729 5113 5113 5113 51123

* Galculado a pesos constantes del 2015.
 Valores observados no comparables.

Seimputan os decles V.

4Seimputan os deciles V.

* Seimputan os decles V1.

Fuente: estimaciones propias con base en las ENIGH-MCS 2010, 2012, 2014y 2015.
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Figura 3
Imputaciones via regresion bajo el supuesto MAR
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Figura 5b

0.40

0.30

Autocorrelation of wif

ool LT

-0.104

Funcion de autocorrelacion de la WLF

“‘l‘iv“ml Mlo"“

’1""“1
1 .

0 10 2 30 )
lLag
Bartlestt ‘s formulafor MA(g) 95% confidence bands





OEBPS/image/RDEee_8b_ft17.png





OEBPS/image/RDEee_8b_f02.png
p(Y,R|6,9)=p(Y|60) p(R|LP),





OEBPS/image/RDEee_8b_ft21.png
(p=<0.001)





OEBPS/image/RDEee_8b_ft_p_011.png
m=10





OEBPS/image/rde25_art06_cua04.png
“SL07A 107 ‘7L0T ‘01T ‘8007 § JW-HOING 58] ua 3seq uod sexdoid sauoioewisa :ayuang

[N 53103p 50| endu as, [ s2[02p 5o ueindur as, ‘p-| 521p3p S0 e as ‘521 1edO) 0U SOPEARSGO SO

665

(374

1424
(374
9L
189
4
81T

(324
LS8

414
8

414
oL
44
¥is

885

(1374

1424
(34
9L
189
4
81T

(324
LS8

S
4]
414
66
L0y
905

195

444

1424
(374
9L
189
4
81T

(324
LS8

474
SL
41
76
T6¢
98y

LS

8L

144
(374
9L
189
4
81

(374
LS8

067
99
44
¥4
YL
4

8¢9

99T

087
144
8yl
1oL
81T
14

59
898

9YT
58

SlE
¥l
(334
1313

seuosad ap sauo[y

909

S€

14
(374
651
8L
€57
97

X4
698

[414
L

SEE
Sl
gl
(333

965

(444

787
€9
Vil
969
(313
JA14

¥ze
058

8
9

[X43
0L
86¢
875

w6r'0
£6v

4

L1
4
0L
995
69L
6LL

§07
90L

144
0L
6€E
78
0bE
144

18770
144

861

L1
4
0L
995
691
6LL

§07
90L

9
9
6€E
8
SEe
Ly

870
44

€8l

L1
4
0L
995
691
6LL

§07
90L

(414
9
6€E
L
x4
(4

€570
L'ty

44!

L1
4
0L
995
691
6LL

§07
90L

6€C
3
6€E
(33
80¢
9%

afeyuadiog

08570
[413

4

1414
44
€u
585
411
L8l

[X44
v

§07
¥4
(374
56
99¢
44

6570
915

007

(314
44
9€L
4t
(4
41

6€C
LvL

86L
9
9'87
86
LSE
1314

870
0TS

6L

8T
(44
(41}
£09
474
A4

424
(474

66L
65

187
€1l
8YE
L9

1D 9P AU J20)
1R1S3U1 3P BAU)] €] © Iolajul 0sa1bul U0 ugideiqod

R)S3UII] 3P B3| B] © Jouaju} 0sa16ul U0 ughe|qod
Te)saudlg
ugpeIU3WIfR ] B 0S3Xe 0d BPUBIE)

RPUIIAIA B] UD

502158 SOIAIS 0] & 053N lod epUale)

PPUIIAIA B] UD S012edsa A pepijed Jod epuaie)

[e120s pepunBas ef e osade Jod epuale)

PN[es 3p SoIIAI3s So]  0sade Jod eduaIe)

oAnedNpa obezay

[B1205 BDUBIE) 3P S310pEIpU]

53[e10S SIDUAIL SAI} SO [ U0D UYIDR|GOd

|EI0S BUBIE) PUN SOUUI 2 UOD UODBIGOY

181205 UODEALJ

3|qesauina ou A a1qod ou ugbe|goq

sosaibui 1od 3|qeIauinA uonejqog

53[eDOS SseDU3Ie) 10d 3] eI3UINA UYIRIGO4
eWaNX? ez1God Ip UYDENNIS U2 UODEIGOY
epeapow ezaiqod 3p uoheNYIs U3 uoIe|qod

ezaiqodap ugIeN}is ua ugie|Gog

ez21q04

[eUOISUBWIPRINW 23104

§10Z-0L0T ‘souedixayy sopiup sopeys3 ‘[esauab uopejgod ‘ezaiqod ej ap uopipayy

t oapen)





OEBPS/image/RDEee_8b_ft04.png





OEBPS/image/RDEee_8b_f08.png
6~ p (B1T;m, Tt ).





OEBPS/image/RDEee_8b_ft_p_02.png





OEBPS/image/RDEee_8b_ft141.png





OEBPS/image/rde25_art06_fig05a.png
Figura 5a

Worst Linear Function

-0.001

-0.002

0.002

0.001 4

00 o

Peor funcion lineal (WLF)

500
Iteration

1000





OEBPS/image/RDEee_8b_f01.png
p (Y|0)=TT/-1p (Y;|6),





OEBPS/image/RDEee_8b_ft03.png
Yo





OEBPS/image/RDEee_8b_ft20.png
log (v +k)





OEBPS/image/RDEee_8b_ft_p_03.png





OEBPS/image/RDEee_8b_ft16.png
7





OEBPS/image/RDEee_8b_f09.png
Cov (& k"*P)
P = I k('>)





OEBPS/image/RDEee_8b_ft031.png
Ve





OEBPS/image/rde25_art06_fig01.png
Figura 1
Evolucion de la pobreza en México con ingreso inferior a la linea de bienestar
y linea de bienestar minimo, 2010-2015
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Fuente: elaboracion propia con datos del CONEVAL.
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Figura 6
Funcion de distribucion acumulada del ingreso
mensual por hogar para el M(S 2015
(sin corregir) y con datos imputados
para el escenario de los deciles I-VI
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Fuente: elaboracién propia usando el MCS 2015.





OEBPS/image/RDEee_8b_ft01.png
V= (Yos V)





OEBPS/image/RDEee_8b_f04.png
MCAR: p (R| Y5, Y. $) = p (R |$),





OEBPS/image/RDEee_8b_ft10.png
o





OEBPS/image/RDEee_8b_ft02.png
¥

obs





OEBPS/image/RDEee_8b_ft19.png
Y, = In (ingreso del hogar+k)





OEBPS/image/RDEee_8b_f03.png
P (oo RIO.$) =/ P Tops, Yy 16)
P RIYops, Yo, $)d V.





OEBPS/image/rde25_art06_anexo3-1.png
Tamaiio de localidad
Rural/urbano
Edad

Sexo

Tamaiio del hogar
escalado

Indice de carencia rezago
educativo

Inasistencia a la escuela
Nivel educativo

Indice de carencia de
acceso a servicios
de salud

Indice de carendia de
acceso a la seguridad
social

Acceso directoala
sequridad social

Acceso directoala
sequridad social de la
jefatura del hogar

Acceso directoala
sequridad social de
cényuge de la jefatura
del hogar

Acceso directoala
sequridad social de
hijos(as) de la jefatura
del hogar

Servicios médicos por
otros nticleos familiares
0 por contratacién propia

Indice de carencia del
material de piso de la
vivienda

Indice de carencia del
material de muros de la
vivienda

Indice de carencia del
material de techos de la
vivienda

Modelo de regresion de imputacion miltiple.
Escenario que omite los deciles I-VI (resumen de las 10 imputaciones)

Variable

tam_loc
rururb
edad

sexo

tamhogesc

ic_rezedu

inas_esc

niv_ed

ic_asalud

ic_segsoc

ss_dir

Jef_ss

cony_ss

hijo_ss

s_salud

icv_pisos

icv_muros

icv_techos

-0.001
0.010
0.000

-0.002

-0.001

-0.005

-0.018
0.006

-0.002

0.022

0.011

0.010

0.028

-0.002

0.003

-0.018

-0.005

0.004

0.001
0.002
0.000
0.001

0.000

0.002

0.002
0.001

0.001

0.003

0.002

0.001

0.002

0.001

0.002

0.003

0.004

0.004

Continta

T

0.280
<0.001
<0.001

0.110

0.004

0.009

<0.001
<0.001

0.189

<0.001

<0.001

<0.001

<0.001

0.180

0.094

<0.001

0217

0315






OEBPS/image/rde25_art06_imgini.jpg
S

P

Stock Market Broker Looking At Graphs On Multiple Screens /Andrey Popov/Istock Getty Images





OEBPS/image/RDEee_8b_f11.png
Y. =4+5
= Ryt Bt Box,
B, .._+ﬂpxp+sz,





OEBPS/image/RDEee_8b_ft09.png
g e





OEBPS/image/RDEee_8b_ft12.png





OEBPS/image/RDEee_8b_f10.png
logit (Y") = ]N( 13} ) =B BB, Tt B,





OEBPS/image/RDEee_8b_ft08.png
TP ARDWEI vl






OEBPS/image/RDEee_8b_f06.png
NI p (R| Yops, Y, §) = P (R | L, 6)-





OEBPS/image/rde25_art06_fig04.png
Figura 4
Esquema de preparacion de archivos
que incorporan los M(S 2014 y 2015

. Ingreso 2015
Covariables 2015
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Nota: para el 2015, se omite el ingreso en los deciles |2 V1.
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Indice de carencia rezago educativo ic_rezedu -0.126 0.032 <0.001
Inasistendia a la escuela inas_esc 0.027 0.027 0317
Nivel educativo niv_ed -0.194 0.013 <0.001
Indice de carencia de acceso a servicios de salud ic_asalud -0.270 0.026 <0.001
Indice de carencia de acceso a la seguridad social ic_segsoc -0.141 0.037 <0.001
Acceso directo a la seguridad social ss_dir -0.297 0.033 <0.001
Acceso directo a la seguridad social de a jefatura del hogar Jef ss. -0.514 0.021 <0.001
::(I;‘l‘:fa':::;°dae:':‘;‘;‘i‘:"dad social de conyuge cony._ss 1338 0034 <0.001
::(Ieasjz Zi::::odae |I?| ;;gal:vidad sodial de hijos(as) s 1031 0029 <0001
iep’:'[‘('g;""m‘;‘:'((l“’);"p"’;;';°‘ ndceos famifares s salud 0134 0030 <0001
Indice de carencia del material de piso de la vivienda icv_pisos 0.124 0.050 0.013
Indice de carencia del material de muros de la vivienda icv_muros -0.348 0.065 <0.001
Indice de carencia del material de techos de la vivienda icv_techos 0.070 0.068 0.299
Idnedli;i;?::‘;:n(ia por indice de hacinamiento v hac 0.006 0033 0.851
:Ldli::l?;ve :ed :aven(ia de acceso a servicios basicos ey 0038 0.048 0433
Indicador de carencia de acceso a servicios de agua isb_agua 0.066 0.039 0.091
Indicador de carencia de acceso a servidios de drenaje isb_dren 0.301 0.039 <0.001
i[jr\e:ii(lzgzir(:ii;(:ven(ia de acceso a servicios isb_luz 0019 014 0.868
[::icoamdz:‘ ;1: bclaevencia por acceso a los servicios ) @t 0435 0.041 <0001
Indicador de carencia por acceso a la alimentacion ic_ali -0.467 0.042 <0.001
Hogares con poblacion de 0a 17 afios id_men 0.396 0.023 <0.001
Grado de inseguridad alimentaria ins_ali 0.355 0.016 <0.001
Hablante de lengua indigena hii 0.180 0.036 <0.001
Poblacion con al menos una discapacidad fisica o mental discap 0.183 0.031 <0.001
Poblacion vulnerable por carencias vul_car -5.041 0.025 <0.001
Poblacién con al menos una carendia carencias 2795 0.034 <0.001
Poblacidn con menos de tres carencias carencias3 0.083 0.037 0018
-1.839 0.055 <0.001
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Cuadro 1

Variaciones porcentuales del ingreso promedio de los deciles de hogares en México, 2010-2015

Ingreso corriente total -0.1%
I 19%
] 1.0%
1} 0.8%
' 15%
v 13%
v 20%

vi 13%
Vi 0.2%
IX -15%
X -1.0%

-0.9%
9.4%
34%
0.8%

-14%

-1.7%

-2.8%

-2.9%

-2.4%

-2.0%

0.4%

14.8%
44.8%
27.8%
B.7%
223%
20.6%
19.9%
18.8%
15.9%
13.6%

8.1%

2014-2015 (1-VI)*

9.6%
32.9%
-9.0%

-10.1%
-4.5%

3.4%
12.8%
18.8%
15.9%
13.6%

8.1%

*Tasa de cambio del 2014 al 2015, datos sin corregir.
*Tasa de cambio del 2014 al 2015, datos imputados en los deciles |-VI.

Fuente: estimaciones del CONEVAL con base en las ENIGH-MCS 2008, 2010, 2012, 2014 y 2015.
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Tabla de la dasificacion correcta del modelo de regresion logistico

Sensibilidad

Espedificidad

Valor positivo predicho

Valor negativo predicho

Tasa de falsos positivos para un valor observado
Tasa de falsos negativos para un valor faltante

Tasa de falsos positivos

Tasa de falsos negativos

81.53%
90.92%
84.97%
88.66%

9.08%
18.47%
15.03%
11.34%






